
树状分层反馈生成架构：实现大模型边思考边回答的探索
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摘 要：

为促使大语言模型在生成过程中实时自我修正，实现真正的“边思考边回答”，本文提出一种树状

分层反馈生成架构（Tree-structured Hierarchical Feedback Generation, THFG）。该架构通过树状分层生

成、轻量满意度评估、反馈信号上推、渐进保守策略、随机激活自审、极细切分与相邻配对审阅六个核

心模块，在尽量不提升计算开销的前提下实现多层树结构、点间反馈与模型预防性修正。实验基于

Qwen2.5-14B模型进行微调验证，结果表明 THFG在 GSM8K、HellaSwag数学推理任务上取得显著提

升。本文旨在为下一代大模型推理架构的设计提供一种可能的路径。
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一、引言

自 2022年思维链（Chain-of-Thought, CoT）[1]被提出以来，大语言模型的推理能力经历了飞跃式提

升。通过显式思考，模型在数学、逻辑、规划等任务上的表现显著改善。此后的几年间，树状搜索[3]、

图推理[4]、自洽性采样[2]、并行展开[5]等方法层层叠加，推理拓扑从“链”演进到“树”，再到

“图”，越来越接近人类思考的复杂结构。

但有一个根本性的问题始终悬而未决：当前的推理架构，无论是 CoT还是 Tree-of-Thoughts，本质上

都是“先思考、后回答”，模型先把推理过程完整走完，再输出答案。思考阶段和生成阶段是严格串行

的两个步骤，中间的界限不可逾越。

这种二段式架构在面对长文本生成任务时暴露出三个深层缺陷：第一，“过度思考”。模型在思考

阶段需要预先推演整个回答的框架，但长文本的走向往往难以在事前完整预测。为了覆盖所有可能性，

模型倾向于“思考得太多”，生成篇幅远长于甚至是脱离实际需要。第二，“思考－回答脱节”。一旦

进入回答阶段，思考的结果便已凝固。如果在回答过程中发现某个方向不可行，模型没有机制回到思考

阶段进行调整，它只能继续输出，导致功能降级。第三，“盲区一致”。模型的思考与回答共享同一组

参数，这意味着思考阶段忽略的盲区，在回答阶段同样会被忽略。没有外部视角的介入，模型无法发现

自己“不知道自己不知道什么”。

本文试图回答的核心问题是：能否设计一种架构，让模型在生成过程中持续进行轻量级的自我审

视，在发现偏差时将信号沿生成树向上传播，在未展开的节点上提前修正，从而实现真正的边思考边回

答。

二、推理拓扑的演进



自 2022年思维链把隐性推理转化为显性文本，让模型在生成时显式看到中间推理步骤开始。推理拓

扑的演进呈现出从简单线性走向复杂图状、从单向生成转向动态修正的清晰脉络。早期思维链及自洽性

采样依赖严格线性或多链投票，缺乏探索与修正能力；随后思维树与思维图将拓扑升至二维，支持多路

径搜索却受限于“先思后答”的二段式架构；近年的并行与分层工作提升了生成效率与交错控制，但修

正多局限于影响未来或层级间的规划适应。直至 2025—2026年，反馈修正机制成为焦点，LPSR、

RemeDi[9]等探索了快照回退与局部重写，而 Streaming-VR[15]、SPOC[8]等则开启了流式验证与预防性

修正的新方向。尽管如此，现有方案仍未形成 THFG所设想的“分层树+点间反馈+预防性修正”三合一

完整闭环，跨层级反馈向上传播与未展开节点的预防性干预仍是核心短板。

表 1 推理拓扑演进历程

时间 工作 推理拓扑 核心机制 边生成边修正能力

2022.01 CoT [1] 链 显式写出中间推理 ✗

2023.03 Self-Consistency [2] 多链采样 多数投票聚合 ✗

2023.05 ToT [3] 树 BFS/DFS搜索+剪枝 ✗

2023.07 SoT [5]
一层骨架+并行

叶子
分阶段并行展开 ✗

2024.08 GoT [4] 有向无环图 多路径汇聚 ✗

2025.06 SPOC [8] 链+交错验证 单轮自发性自纠正 ✓（流式修正）

2025.12 FlyThinker [7] 双模型并行流 推理－生成同步
半✓（只能影响未

来）

2025.12 RemeDi [9] 扩散迭代 再掩码重写
✓（token级局部修

正）

2025.12 Streaming-VR [15] 流式验证 实时验证+修正
✓（流式/预防性修

正）

2026.02 IADT [6] 交替分析起草 交错阶段 ✗

2026.02 STAR-LDM [14] 扩散→自回归 先扩散思考再自回归 ✗

2026.03 WriteHERE [17] 递归任务分解 异构规划+动态集成 半✓（规划自适应）

一个清晰的演进规律浮现出来：推理拓扑从链到树到图，越来越接近人类的多路径探索；修正能力

始终是短板，现有方案要么不能修正，要么只能“回到过去重做”或做 token级局部修正；缺少一个关键

机制，反馈在层级之间向上传播，在未展开节点上预防性修正。

三、横向对比

将前沿方案放在同一张平面上比较，可以清晰地显示出一个架构空白：没有任何一个现有方案——

包括最新的 WriteHERE[17]和 SPOC[8]——同时具备“多层树结构+点间反馈+预防性修正”。而这个组

合，恰恰是本文设想的核心。

表 2 与现有方案的横向对比

维度 CoT/ToT/GoT SoT FlyThinker RemeDi[9] SPOC[8] THFG

推理拓扑 链/树/图 一层+叶子 双流并行 扩散迭代 链+交错验证 多层递归树



思考与生成时序 串行 阶段并行 完全并行 迭代 串行+验证 分层交替

点间反馈 无/仅回溯 无 仅前向 token级 交错纠正
上推+预防性

修正

修正方向 —/剪枝 — — 重写当前 纠正当前 修正未来

满意度评估 无/评估函数 无 无 置信度 自发检测
文本信号+随

机审阅

四、架构设想：树状分层反馈生成

THFG目前处于概念设计阶段，部分模块有明确的工程路径，部分需要进一步研究。下文描述的是架

构蓝图。THFG的整体架构如图 1所示。

图 1 THFG架构总览

4.1概述结构

THFG采用树状分层生成。根节点为用户的问题，第一轮生成不直接输出答案，而是生成 4-6个子节

点标题。子节点展开时，每个子节点独立展开为更下一层的节点或正文内容，展开过程使用父节点的

KV-Cache快照作为初始状态。叶子节点的展开可以继续递归，递归深度由模型根据内容复杂度自行判

断。模型自主评价节点展开过程中自然流露的不确定信号，同时随机激活自审，根据评估结果，反馈上



推并对未展开节点修正。树状分层生成结构如图 2所示。

图 2 THFG树状分层生成结构示例

4.2关键技术一：轻量满意度评估

要让模型知道自己在某个节点展开得不好，需要一套评估机制。传统方案要么需要额外的评估模

型，要么需要模型自己给自己打分，前者增加计算开销，后者存在“模型高估自己”的偏向。THFG采用

一种不同的策略：不主动评估质量，而是检测模型在生成过程中自然流露的不确定信号。

信号一：可能式语句

当模型说出用户可能想要的是、也许可以这样理解、这可能意味着、或许是、一种可能是、不确定

是否等表达时，它在暴露一个事实：它拿不准当前这个节点应该往哪个方向走。已有研究[10][11]表明，

LLM在长文本生成中显式表达不确定性的现象是可检测、可分类的。THFG不试图消除这些表达，而是

把它们当作信标：出现可能式语句→当前节点方向模糊 →触发反馈上推。

检测本身是字符串级别的模式匹配，在生成过程中零额外计算开销。维护一个低满意度关键词表，

每命中一次扣一分，累计超过阈值即触发反馈。

信号二：降级式语句

当模型说出我这里采用一种简易的方法来实现、由于篇幅限制，这里简化、用近似值代替、这里就

不一一列举了、简化处理时，表达了另一种性质的问题：模型知道应该怎么做，但当前条件下做不到。



这类信号的信息量比可能式更高——它不仅暴露了问题，还间接说明了问题原因，两种信号触发不同的

上推策略。

检测的实时性优势：因为是基于 token的在线检测，反馈信号可以在节点展开完成之前就发出，不需

要等整个节点生成完毕。这使得 THFG可以在生成中途就触发修正，比事后评估更及时。

4.3关键技术二：反馈上推与未展开节点修正

这是 THFG区别于所有现有方案的核心机制。每个节点生成完成后，保存其父节点的 KV-Cache快

照。满意度评估检测到信号后，根据信号类型决定上推层级。

表 3 信号上推规则

信号类型 暴露的问题 上推目标 修正内容

「可能式」 方向模糊 上推 1~2级 锁定未展开兄弟节点的方向约束

「降级式」 能力不足 上推 1~2级 调整未展开兄弟节点的深度/粒度

两者叠加 节点策略本身有问题 上推至根级 重新规划整棵子树

例如，当“模型安全”节点的展开过程中检测到多个“可能式”信号，触发信号上推，其父节点收

到信号后，将“应用安全”的方向约束收紧，同时标记尚未展开的节点，提醒它们在后续展开中注意衔

接。

与传统方案的关键区别：与 SPOC[8]的流式自纠正不同，SPOC在单一线程中交错生成与验证，

THFG将这种实时修正推广到树状结构——在层级之间建立反馈通道，使得修正的影响可以覆盖整棵子树

的所有未展开节点。

4.4关键技术三：渐进保守策略

为控制成本，THFG的反馈激进程度与树位置相关：越靠近根节点越容易触发上推修正，越靠近叶子

越保守。早期阶段（树展开度<30%），直接上推修改主干；中期阶段（30%—70%），优先修改叶子节

点；后期阶段（>70%），原则上绝不动主干，采用标记延迟处理策略。

这个策略借鉴了软件工程中的代码冻结思想：临近发布，不再做大改动。在长文本生成中，前半段

的结构决定 80%的质量，优先确保前半段的方向正确；后半段允许更多本地的调整，而不是全局修正。

4.5关键技术四：随机激活自审

模型最大的盲区恰恰是它意识不到自己意识不到什么。现有大模型架构中，推理时并非所有参数都

参与计算。以 Mixture-of-Experts（MoE）[13]为例，每次前向传播只激活一小部分专家。因此 THFG设想

在节点展开完成后，随机激活一小部分未使用的参数，让这些参数以审阅者身份看一遍刚才生成的内

容。因为激活是随机的，它可能关注到主生成路径完全忽略的角落，从而撞上模型自己没意识到的盲

区。由此构成“自检+他审”双层结构。

4.6关键技术五：极细切分与相邻配对审阅



THFG建议将叶子节点的粒度控制在自然段甚至更小的范围内。但极细切分导致节点之间的接缝可能

断裂，大部分文本质量问题发生在段落的交界处。THFG引入相邻配对审阅来解决接缝问题：在完成每个

子节点的生成后，将当前节点与上一个已完成的兄弟节点拼接，对拼接后的双节点组合做一次审阅。

五、实验验证

5.1实验设置

为验证 THFG架构的有效性，作者在 Qwen2.5-14B-Base模型上使用按照论文生成的数据集进行微调

实验。该数据集按 THFG方法论构建包含 1024条逻辑推理极简样本，样本本身数据较少，主要体现涵盖

树状分层生成、反馈上推、渐进保守等核心机制的训练信号，微调采用 LoRA方式进行。

5.2实验结果

微调模型在六个标准评测集上的表现如表 4所示。

表 4 微调模型评测结果

评测数据集 基准值（基础模型官方） 微调后值

C-Eval — 80.09

ARC 67.3(ARC-C) 83.19

GSM8K 90.2 93.03

BBH 78.2 75.93

MMLU 79.7 70.27

HellaSwag — 84.96

5.3结果分析

THFG微调模型在 GSM8K上取得了显著提升。GSM8K提升 2.83个百分点，表明反馈上推机制在多

步数学推理中发挥了正向作用，微调后 HellaSwag接近 Qwen2.5-32B-Base模型（85.2），ARC、C-Eval

暂无可比对象。

同时应注意，MMLU下降 9.43个百分点、BBH下降 2.27个百分点，分析认为训练样本以逻辑推理

为主，且数据极少，对多领域百科知识问答任务的覆盖不足，导致通用知识评测出现性能下降。

六、讨论

6.1计算开销分析

THFG的计算开销预计主要体现在五个方面：快照存储（约 120MB）、随机激活审阅（开销在 5%以

内）、相邻配对审阅（开销约 3%—5%）、在线信号检测（可忽略不计）、重新展开（仅在触发修正时

发生）。总体估计，THFG相较于传统自回归生成的额外开销在 15%—35%之间，换来的是文本质量和内

在一致性的显著提升。

6.2局限与开放问题



THFG的设计主要面向长文本生成任务，在数学推理、代码生成等需要严格串行依赖的任务上的适用

性尚未验证。子节点独立展开可能导致的内容冗余、信号上推的衰减策略、随机激活的种子选择等问题

仍需进一步研究。目前该研究仅限于初步实验，更系统的验证留待工程实现后进行。

七、结语

THFG是 CoT[1]到 WriteHERE[17]、SPOC[8]这条“思考与生成逐渐融合”趋势在多层树状结构上的

自然延伸。它尝试填补了“多层树结构+点间反馈+预防性修正”这一架构空白——这是任何现有方案均

未同时覆盖的三合一组合，作者受限于设备，无法开展进一步研究，欢迎各位研究者验证和交流。

THFG的六个核心模块构成了一个环环相扣的反馈闭环：满意度评估发现问题，信号上推传播问题，

未展开节点修正预防问题，渐进策略控制修正成本，随机审阅发现盲区补全闭环，极细切分+配对审阅在

结构层面封堵接缝漏洞。

THFG的核心哲学可以概括为一句朴素的话：不在出口检查质量，而在过程中修正方向。这或许也是

人类思考的本质——我们不是在写完之后才回头看，而是在写的过程中不断抬头，问自己：这是不是我

要去的地方？不是的话，后面怎么走才能绕回来？
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